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摘要：公交驻站时间是公交行程时间的主要组成部分，其预测精度

直接影响智能公交系统中公交信息发布的准确性。为了提高公交驻

站时间的预测精度，提出一种基于贝叶斯网络的组合预测模型，它由

反向传播神经网络和径向基函数神经网络模型组成。首先利用两种

神经网络模型预测公交驻站时间；然后利用改进后的等宽数据离散方

法，将两种神经网络的预测结果和观测的驻站时间数据离散后用于贝

叶斯网络学习；最后通过贝叶斯网络推理得到驻站时间组合预测结

果。实例分析表明，贝叶斯网络组合模型驻站时间预测结果的误差指

标均优于单一模型，证明其可有效提高单一模型的预测精度。

Abstract： Dwelling time is a key component influencing the total bus

travel time, and its prediction accuracy directly influences the reliability

of information disseminated by intelligent public traffic system. In order

to improve the accuracy of dwell time prediction, this paper puts forward

a Bayesian Network (BN) combined prediction model, which is constitut-

ed by back propagation (BP) neutral network and radial basis function

(RBF) neutral network. Firstly, the paper uses BP and RBF neutral net-

work to predict the dwell time. Then an improved equal-width discrete

method is adopted to disperse the predicted results and the observed

dwell time for BN learning. Finally, the predicted results of combined

method for dwell time are obtained through BN reasoning. The following

practical analysis indicates that the performance of the index of BN com-

bined model precedes that of single modal, and proves the effectiveness

of BN combined modal in improving the accuracy of single predictor.
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0 引言

智能公交系统是提高公交运行

效率和吸引力的有效方式，公交信

息发布系统作为智能公交系统的组

成部分对改善公交服务质量尤为关

键。公交到站时间是评价公交信息

发布系统的主要指标，其预测精确

性至关重要。公交到站时间分为行

驶时间和驻站时间，其中驻站时间

不仅是研究公交通行能力的关键因

素 [1]，而且在公交路阻函数、仿

真、线网评价等领域也起着重要

作用。为此，国内外学者对公交驻

站时间预测进行了大量研究：文

献[2]从乘客上、下车动作序列角

度构建模型，研究驻站时间与乘客

行为的关系；文献[3–5]研究了公

交驻站时间和行驶时间的关系模

型；文献[6–7]分析了公交驻站时

间的影响因素，以此建立线性模型

并给出了相关参数的估计值。但

是，由于公交驻站时间受驾驶人、

乘客个人属性和习惯影响很大，驻

站时间和其相关因素往往存在一定

的非线性关系[8]。

贝叶斯网络(Bayesian Network)

是处理不确定性信息并进行概率推

理的有力工具，被广泛用于不确定
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性问题的智能化求解。它可有效集成其他智能技

术和数据处理方法，具有形象直观的知识表示形

式，并利用这些知识进行推理，解决控制、预测

等方面的问题。鉴于此，本文提出了对公交驻站

时间进行预测的贝叶斯网络组合模型。首先利用

映射能力较强的神经网络预测方法——将公交

上、下客人数及表示拥挤程度的车内人数作为输

入变量，采用反向传播(Back Propagation, BP)神经

网络和径向基函数(Radial Basis Function, RBF)神

经网络预测驻站时间；然后将两种神经网络预测

的结果和观测的驻站时间数据离散后用于贝叶斯

网络学习，通过贝叶斯网络推理得到驻站时间组

合预测结果；最后通过实例检验证明贝叶斯网络

组合预测方法的有效性。

1 预测驻站时间的贝叶斯网络组合模型

1.1 贝叶斯网络的建立

贝叶斯网络是一种有向无环图，由节点和有

向边两个要素构成。其中，节点表示状态变量，

有向边表示变量间的依赖关系，父节点和子节点

之间的条件概率则决定了节点间的关联强度[9]。根

据贝叶斯网络基本原理，本文将各种基本预测模

型对驻站时间的预测结果作为父节点，实际观测

结果作为子节点。用于预测驻站时间的贝叶斯网

络构建如图1所示。

1.2 预测模型建立

根据对历史数据的学习推理，在给定基本预

测模型和预测样本的前提下，利用贝叶斯网络可

得到预测值的后验概率，本文将最大后验概率所

对应的值作为贝叶斯网络组合预测值。

假 设 随 机 变 量 C 的 取 值 范 围 为

(c1,c2,⋯,cm) ， x= { }x1,x2,⋯,xN 是各预测模型

预测结果集合 { }X1,X2,⋯,XN 的一个样本，那么

给定一个未知类别的数据样本 x ，根据贝叶斯定

理可知样本 x 属于类 ci 的概率为

P(C= ci|X= x) = P(X= x|C= ci)P(C= ci)
P(X= x) . (1)

由于 P(X= x)对于所有的类是相同的，且各属性

节点相互独立，因此式(1)可写为

P(ci|X= x) =P(ci)∏
j= 1

N

P(xj|ci) . (2)

把式(2)计算得到的最大后验概率所对应的 ci 值作

为贝叶斯网络组合预测值 cp ，

cp = argmaxci ∈C
(P(ci|X= x))， (3)

即 cp 为各基本预测模型在数据样本 X= x 时由贝

叶斯网络组合模型得到的预测值。

1.3 变量数据的离散

对于离散数据样本和连续数据样本，贝叶斯

网络均可采用相应的方法进行处理，但在处理连

续数据时，需要运用很多积分算法，增加了贝叶斯

网络的计算量，从而降低了预测模型的实时性[10]。

数据离散可凸显属性节点间的相互关联性，有利

于贝叶斯网络学习和推理[11]，因此，本文考虑将

贝叶斯网络中的连续数据进行离散化处理。离散

化是指将数值型属性的值域划分为若干子区间, 每

个子区间对应一个离散值；数值离散化算法则是

要求能够自动确定从连续属性到离散属性的对应关

系；离散化算法主要包括无监督的等宽算法[12–13]、

等频算法[14–15]，有监督的最小信息熵算法[16]等。本

文将采用等宽算法，并将其改进后对数据进行离

散处理，处理过程如下：分别用 D* 和 D 表示贝

叶 斯 网 络 连 续 数 据 集 和 离 散 数 据 集 ，

D* = { }X *
1,⋯,X *

N,C* ， D= { }X1,⋯,XN,C ； D*
j

表 示 连 续 数 据 集 D* 的 一 个 样 本 ，

D*
j = { }x*1,⋯,x*N,c* ， Dj 的 离 散 映 射 值

D*
j = { }fλ1

(x*1),⋯,fλN(x*N),fλN+ 1
(c*) ；本文连续数据

集的离散化均采用相同的函数形式，即

fλ(x*) =
ì
í
î

1, x* - b< k,
i, (i- 1)k< x* - b< ik,

(4)
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图 1 用于预测驻站时间的贝叶斯网络

Fig.1 Bayesian network for dwell time prediction
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式中： k 为离散区间宽度，称为离散步长； i 为

大于 1的正整数，是初始值 x 的离散值； b 为贝

叶 斯 网 络 数 据 集 合 D 中 的 最 小 值 ，

b=min(min(D))。

由于贝叶斯网络对各个节点变量数据均进行

离散化处理，因此用组合模型得到的预测结果 cp

实际上是离散值。为了获得真实的驻站时间预测

值和对比各算法的预测精度，需要对 cp 进行反离

散化处理。从离散值计算函数可以看出，贝叶斯

网络各个节点变量的离散值均对应其值域的一个

子区间，为保证预测结果的精度，将预测得到的

离散值所对应驻站时间区间的中值作为实际驻站

时间的预测值。用公式表示为

Creal = 1
2[ ]k(cp -1)+ kcp -1 + b

= kcp + b-(k+ 1)/2， (5)

式中： Creal 为对贝叶斯网络组合模型的预测值 cp

反离散处理后的驻站时间预测真值。

从式(5)可以看出，离散步长 k 是组合模型预

测的重要变量；式(4)表明离散值代表了原值域的

一个子区间，而 k 则限定了子区间的长度。传统

等宽数据离散方法中， k 是给定的。当 k 较大

时，原值域的子区间长度较大，所包含的样本个

数较多，贝叶斯后验概率估计的误差也较低。但

本文中，由于把离散值对应原始值域的子区间中

值作为驻站时间的估计值，因此增加 k 值可能会

导致较大的预测误差。当 k 值较小时，离散值个

数较多，为保证预测精度，要求用于贝叶斯网络

学习的样本量也较大[17]。为了提高组合模型预测

精度，本文将 k 设定为变量并允许其在一定范围

内变化，以找到模型预测结果最好时的 k 值。

1.4 贝叶斯网络学习算法

贝叶斯网络学习包括结构学习和参数学习。

由于贝叶斯网络的拓扑结构已经给定，因而用于

公交驻站时间的贝叶斯网络只需要进行参数学

习。贝叶斯参数学习主要有最大似然估计法和贝

叶斯法两种。其中，贝叶斯法的基本思想是：给

定一个完整的实例数据集合 D 和网络拓扑结构

S ； θ 为固定的未知参数，具有先验分布 P(θ)；

贝叶斯参数学习的任务就是在给定数据集合 D 和

网络拓扑结构 S 的条件下，计算具有最大后验概

率的参数取值，根据贝叶斯定律有

P(θ|D,S) = P(D|
θ,S)P(θ|S)
P(D|S) ， (5)

式中： P(θ|S)为给定网络拓扑结构 S 条件下参数 θ

的先验概率，通常假设其服从Drichlet分布，因为

Drichlet 分布的共轭特性可以降低计算的复杂程

度，提高计算效率[18]。 P(θ|S)的Drichlet分布形式

可用式(6)表达为

P(θ|S) =Dir(θ|α1,α2,⋯,αr) =
Γ(α)

∏
h= 1

r

Γ(αh)
∏
h= 1

r
θ ah - 1

h ，(6)

式中： α=∑h= 1

r αh,αh > 0,h= 1,2,⋯,r ； α1,α2,

⋯,αr 为超参数； Γ(α)为伽马函数。样本发生的

概率为

P(D|S) = ∫P(θ|S)P(D|θ,S)dθ

= ∫ Γ(α)

∏
h= 1

r

Γ(αh)
∏
h= 1

r
θ

h
ah - 1 ×∏

h= 1

r
θ Nh

h dθ

= Γ(α)
Γ(α+N)∏h= 1

r Γ(αh +Nh)
Γ(αh)

， (7)

式中： Nh 为数据集合中父节点包含第 h 个值的个

数， Nh =∑h= 1

r Nh 。则参数 θ 的后验概率为

P(θ|D,S) = P(
θ|S)P(D|θ,S)
P(D|S)

= Γ(α+N)

∏
h= 1

r

Γ(αh +Nh)
∏
h= 1

r
θ ah +Nh - 1

h

=Dir(θ|α1+N1,α2 +N2,⋯,αr +Nr) .(8)

从参数 θ 的后验概率计算方法可以看出，当

贝叶斯学习样本量较小时，先验概率对后验结果

的影响较大；随着样本量的增大，先验信息的影

响逐渐减弱，样本信息的影响越来越显著，从而

使参数 θ 的后验概率越来越接近于实际。因此在

实际应用中，为了提高贝叶斯组合模型对公交驻

站时间预测的有效性，必须保证贝叶斯网络学习

的样本规模。

2 模型应用

贝叶斯网络组合模型需要几种基本模型对驻

站时间进行预测。本文采用BP和RBF两种神经网

络预测模型构造贝叶斯网络组合模型。这是因

为，驻站时间影响因素主要包括上下车乘客数
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量、车辆类型和尺寸及车内拥挤程度[19]，由于公

交驾驶人习性及乘客年龄、性别等差异，公交驻

站时间与其影响因素之间呈非线性关系，而神经

网络模型在描述复杂非线性关系上具有优势。首

先根据样本数据对两种神经网络模型进行训练，

利用训练后的模型预测公交驻站时间，然后利用

贝叶斯网络对预测结果进行组合预测。

BP神经网络是当前研究中常用的神经网络之

一，用于预测公交驻站时间的BP神经网络结构如

图 2所示。在公交数据调查中，本文所调查的车

辆类型和尺寸相同，因此忽略车型和尺寸对公交

驻站时间的影响，而将上客人数 Nb 、下客人数

Ng 及代表车内拥挤程度的车内人数 Nt 作为BP神

经网络的输入变量，观测驻站时间 Dt 作为输出变

量，并采用一个中间层和11个神经元，网络学习

速率为0.01，最大训练次数为800次。

RBF神经网络是只有一个中间层的三层前馈

神经网络，与BP神经网络相比最大的不同在于中

间层的激励函数是局部响应的高斯函数。本文

RBF神经网络的隐层选取带有36个中心的高斯函

数为作用函数，网络的输入、输出变量跟BP神经

网络相同，中间层最大循环次数为150次, 输出层

最大循环次数为800次。RBF神经网络结构如图3

所示。

3 实例分析

为了验证驻站时间组合预测模型的有效性，

在南京市进行了 36次公交跟车调查，获得了 638

组有效驻站时间数据。首先用前 358组数据对两

种神经网络预测模型进行训练，并利用训练后的

神经网络预测其余 280组观测驻站时间；然后用

1.3 节所述方法离散预测值和观测值，并将其中

250组数据作为样本用于贝叶斯网络学习；最后用

参数更新后的贝叶斯网络对其余30组驻站时间进

行组合预测。为了比较预测精度，本文采用平均

绝对误差 MAE 和均方根误差两种比较指标：

MAE= 1
S∑i= 1

s

||Dt(i) - Dt(i) ， (9)

RMSE= 1
S∑i= 1

s

[ ]Dt(i) - Dt(i)
2

， (10)

式中： Dt(i)为第 i 次观测得到的驻站时间； Dt(i)

为第 i 次观测的驻站时间预测值； S 为预测的驻

站时间总个数。

图 4给出了两种神经网络模型的预测值和实

际观测值。两种模型的绝大多数预测值与观测值

接近，这说明BP与RBF神经网络模型能有效预测

公交驻站时间。

得到驻站时间预测值后，将前 250组预测值
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和实际观测值作为贝叶斯网络学习的样本，贝叶

斯网络学习更新参数后用 1.2节所述模型进行预

测。为了提高组合模型的预测精度，根据驻站时

间取值范围，将区间[3,10]内以 0.1为间隔的数值

作为离散步长值对原始数据进行离散处理。图 5

是不同离散步长 k 条件下，贝叶斯网络组合模型

对最后30组驻站时间预测结果的平均绝对误差波

动图， k 取 6.9 时，预测结果的平均绝对误差最

小。对比三种模型最后 30组驻站时间的预测值。

表 1给出了两种误差指标的计算结果，贝叶斯组

合模型的误差指标表现极大地优于其他两种模

型，这表明贝叶斯网络组合模型能有效改善驻站

时间预测精度。图 5中，贝叶斯网络组合模型预

测结果的平均绝对误差小于两种神经网络平均绝

对误差最小值 6.73的 k 值个数为 50个，占 k 值总

数的70.42%，进一步佐证了贝叶斯网络组合模型

的有效性。

贝叶斯网络组合模型的绝大多数预测结果要

比其他两种模型精确，且在其他两种模型预测误

差较大时，如第12组、22组、29组，组合模型也

能根据先前的样本学习结果进行调整，提高预测

精度，这表明贝叶斯网络组合模型能有效改善单

一预测模型的预测性能(见图6)。

4 结语

本文首先利用BP和RBP神经网络模型预测公

交驻站时间，结果表明两种模型可有效预测驻站

时间，在此基础上利用贝叶斯网络组合模型对驻

站时间进行预测。为了提高组合模型的预测精

度，改进了传统的等宽离散方法，将离散步长值

设定为变量进行贝叶斯网络学习和推理。实际应
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Fig.4 Contrast of outputs of two neutral network with the observed results
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用表明，贝叶斯网络组合模型预测结果的误差指

标均优于单一预测模型，从而证明了组合模型可

有效提高单一模型的预测精度。未来，针对如何

改进贝叶斯网络组合模型的精度，以及如何在长

期驻站时间预测中实时更新离散步长以提高组合

模型的预测表现，将做进一步研究。
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指标

MAE

RMSE

BP神经网络

6.73

8.67

6.91

9.14

RBF神经网络

4.35

5.76

贝叶斯网络组合模型 (k= 6.9)

表 1 三种模型误差指标对比

Tab.1 Performance comparison among three different prediction models
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